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  تحليل ونمذجة السلسلة الزمنية لتدفق المياه الداخلة الى مدينة الموصل

  دراسة مقارنة

  انتصار ابراهيم الياس       *ظافر رمضان مطر

  ــــــــــــــــــــــــــــــــــــــ

  خصلالم

يقدم هذا البحث مطابقة لنموذج شبكات عصبية ومقارنة التكهنات الناتجـة           

قد استخدمت بيانـات السلـسلة      و,  جنكنز   -ة بوكس مع تلك المستحصلة من طريق    

مدينـة الموصـل للفتـرة مـن       الى  الزمنية للتدفق الشهري لمياه نهر دجلة الداخلة        

 -إن عمل التكهن من خلال اسلوب بوكس      .  لانجاز عملية المقارنة   1950-1995

أو متنافسين  جنكنز وأسلوب الشبكات العصبية لا يعني العمل ضمن مجالين مختلفين           

 يتطلـب   ملاءمـة بل على العكس من ذلك فان اختيار معمارية الشبكات العصبية ال          

وفيما يتعلق بالتطبيق فقـد أعطـى أسـلوب      , استخدام مهارات النمذجة الإحصائية     

قدمها أسلوب   من تلك التي     ملاءمة أكثر   1995 جنكنز تكهنات لأشهر عام      –بوكس  

 في الجانب   SPSS و   Minitabة  قد استخدمت البرامج الجاهز   و, الشبكات العصبية   

  . في جانب الشبكات العصبية Alyudaالإحصائي والبرنامج الجاهز 
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Analysis and Modeling Time Series of Water Flow into Mosul 
City A Comparative Study      

Abstract 

This paper presents fits for neural network model , and 
comparative resulting forecasts with those obtained from Box-
Jenkins Method. We use time series data of Tigris's monthly flow 
into Mosul city from 1950-1995. To perform a comparative . 
forecasting work through the Box-Jenkins and neural network 
doesn't mean working with two different or competing aspect ; 
on the contrary choosing a proper architecture of neural net 
works requires using the skills of statistical modeling . As for 
application , Box-Jenkins Method has given more appropriate 
forecasts than those given by feed forward artificial neural 
network . We used Minitab and SPSS programs in the statistical  
aspect and Alyuda program in the neural network aspect. 

 

     Introductionمقدمة-1

تعد عملية التكهن من المسائل الشائعة في العديد من مجالات العلوم        

الخ ، وكانت هذه العملية محط اهتمام ...درولوجيا والاقتصادكالكهرباء والهي

ولان التكهن له  . (Lendasse,et al.,2000) الإحصائيين لفترة طويلة من الزمن 

ارتباطات ذاتية عالية ضمن  ر ، ولوجود دقة القرافيأهمية واضحة ومؤثرة 

عتبار ينتج عنه مجموعات البيانات ، فان الفشل في اخذ الاعتماد الزمني بنظر الا

  ) . (Karaman , 2004 تكهن ضعيف 

بالنظر لأهمية السلاسل الزمنية فان العديد من الأعمال يمكن ملاحظتها في الأدبيات 

الإحصائية  حول هذه المواضيع وبصورة خاصة تلك التي تعتمد على النماذج 

Statistical  Modelsك  ، ويوجد العديد من الأساليب الممكنة لوصف السلو

الزمني ويعد أسلوب بوكس جنكنز أسلوباً جذابا في تحليل السلاسل الزمنية إذ 
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 من الأنماط تمتد من  واسعاًيزودنا بمنهجية نمذجة إحصائية شاملة ويغطي تنوعاً

إن احدى . الاستقرارية إلى عدم الاستقرارية والموسمية للسلاسل الزمنية 

 جنكنز هي –م نماذج بوكس  لتطوير واستخداالمشكلات التي تسبب إزعاجاً

 من حيث التوزيع الاحتمالي المفترض للبيانات ، إذ تعد النموذجمتطلبات صياغة 

 لحالات محددة فهي تفشل ملاءمة جنكنز في بعض الأحيان غير –منهجية بوكس 

 Behavior Varies)في وصف السلوك المتغير ديناميكيا مع الزمن 

Dynamically with Time (Rojas and Pomares , 2004).  

 الأخرى المعتمدة على الأساليب غير الخطية مثل الشبكات قائالطرإن 

 والخوارزمية Fuzzy Logic والمنطق المضبب Neural Networksالعصبية 

قد وفرت و.  قدمت حلولا لمثل هذه الحالات Developing Algorithmالتطورية 

 Artificial Neural Networks (ANNs)الشبكات العصبية  الاصطناعية 

 للسلاسل الزمنية بتعاملها مع ARIMAبعض الميزات الاحتمالية أكثر من نماذج 

 ، وان Non Linear وغير الخطية Non Normalمشاكل البيانات غير الطبيعية 

  قياسياً ميزات هذه الشبكات هو تعدد استخدامها وعدم تطلبها نموذجاًىاحد

فترضة للبيانات هذا من جانب ، ومن جانب أخر بمواصفات أو توزيعات احتمالية م

 Chaoticقابلية هذه الشبكات على احتمال وجود المكونات الفوضوية 

Components بشكل أكثر من اغلب الطرائق البديلة وبسبب ان العديد من 

السلاسل الزمنية المهمة تمتلك مكونات فوضوية معنوية فان هذه القابلية تعد مهمة 

(Rojas and Pomares,2004).            

 ربما  للبيانات الشبكات العصبية الذي يقدم مطابقة جيدةنموذجقد وجد بان ل

 ، لذلك فان التحليل الحكيم Out-of-Sampleيعطي تكهنات ضعيفة خارج العينة 

 الشبكات العصبية نموذجيتطلب استخدام مهارات النمذجة الإحصائية لاختيار 

 على إن العلاقة إن ذلك يقدم مؤشراً . (Chatfield and Faraway,1998)الجيد

بين نماذج الشبكات العصبية ونماذج بوكس جنكنز يمكن أن تكون علاقة تكامل لا 

  .تنافس وصولا إلى نماذج بمطابقة وتكهنات جيدة 
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     البحث  هدف-2 

 بنواحيها المتعددة ومنها التكهن بتدفق النهر فان الأنهار دراسة لأهميةنظرا 

هو تحليل ومناقشة النمذجة التصادفية للسلسلة الزمنية لنهر بحث دف الرئيس للاله

نماذج (  النمذجة الاحصائية أسلوبدجلة عند دخوله مدينة الموصل باستخدام 

  .)خوارزمية الانتشار الخلفي  ( ة الاصطناعية العصبيةالشبكواسلوب ) نكنز ج–سبوك

   Some Time Series Models           بعض نماذج السلاسل الزمنية-3

 Moving Average Processes عمليات المتوسطات المتحركة  -أ

T}t  | {utبافتراض إن  White Noise هي عملية تشويش ابيض ∋

Process2 بمعدل صفر وتباين
uσ.عندئذ يقال للعملية} T t  | x { t بأنها عملية ∋

 : وصيغتهاMA(q)،ويشار إليها بالرمزqحركة من الرتبة متوسطات مت

  ).Anderson,1976 ;  Powell ,1997 ;1992،فاندل(انظر

Tt;u...uuux qtq2t21t1tt ∈α++α+α+= −−− ...(1) 

 Moving Average تمثل معلمات المتوسطات المتحركة {αi}إذ

Parameters ) أي تمثل الثوابتConstants(، بينما التغيرات العشوائية مستقلة عن

  .بعضها البعض

  Autoregressive Processes عمليات الانحدار الذاتي   –ب 

T}t  | {utلتكن 2عملية تشويش ابيض بمعدل صفر وتباين ∋
uσ عندئذ 

T}t  | {xt يقال للعملية  ، ويشار أليها pبأنها عملية انحدار ذاتي من الرتبة ∋

 , 1992Xuan, 2004 ; Powell،فاندل( نظر : ، وصيغتها AR(p)بالرمز 

1997; Anderson , 1976 ; :(-  
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xt = β1 xt-1 + β2 xt-2 + … + βp xt-p + ut                                 …(2)  

أي تمثل ( Autoregressive Parametersتمثل معلمات الانحدار الذاتي{βi}حيث

  ) .الثوابت

  ار الذاتي والمتوسطات المتحركة المندمجة  نماذج الانحد–ج 

 Mixed Autoregressive Moving Average Models   

إن الفئة المفيدة من السلاسل الزمنية هي التي تكون بصيغة دمج عملية 

 إن نموذج الانحدار اذ ، MA وعملية المتوسطات المتحركة ARالانحدار الذاتي 

 من حدود عملية الانحدار pة يحتوي على الذاتي والمتوسطات المتحركة المندمج

 بالرمز النموذجهذا الى  من حدود عملية المتوسطات المتحركة ويشار qالذاتي و 

ARMA(p,q)1992فاندل،( ي انظرات وكما يXuan , 2004 ; Powell , 1997 

; Anderson , 1976 ;:( -  

xt=β1xt-1+β2xt-2+...+βpxt-ρ+ut-α1ut-1-α2ut-2-...-αqut-q                    . (3)        

T}t  | {utحيث مثل سلسلة تشويش ابيض ونلاحظ بان عمليات ت ∋

التي عرضت  وqَ  والمتوسطات المتحركة من الرتبةpالانحدار الذاتي من الرتبة 

  .ARMA(p,q)بصورة واضحة في أ و ب هي حالات خاصة من عملية 

 غير مستقرة فقد يكون الاتجاه العام عنصرا ان اغلب السلاسل الزمنية هي سلاسل

 من عناصر هذه السلاسل وفي هذه الحالة يجب اخذ الفرق العادي وقد تستدعي

 حالة لتحقيق الاستقرارية والنموذج العام فيهما الحالة اخذ الفرق الموسمي او كلي

 الذاتي والمتوسطات المتحركة ره بنموذج الانحدايلايشار اخذ الفرق العادي 

   .ARIMA(p,d,q)  بـالتكاملية ويرمز له
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    Forecasting التكهن -4

 رياضياً هو الحصول على اقل Object of Forecastingإن هدف التكهن 

 Minimize Mean Square Error ofمتوسط مربع لخطاً التكهنات

Forecasting (Powell,1997) . بافتراض أنt تشير الى الفترة الزمنية الحالية 

 hي يتم عندها حساب التنبؤات والمطلوب التنبؤ بقيمة المشاهدة التي ستحدث بعد الت

 hتسمى .  التي لم تحدث بعد yt+hمن الفترات الزمنية ، أي التنبؤ بقيمة المشاهدة 

 Lead Time أو الزمن الدليل Prediction-Horizonفي هذه الحالة بأفق التنبؤ 

 الى القيمة التنبؤية yt(h)أيضا ، تشير. ;Girard ,et al.,2002) 1992فاندل ، ( 

 من h التي ستحدث بعد yt+h للمشاهدة tالتي نحصل عليها في الفترة الزمنية 

 تشير إلى القيمة التنبؤية التي yt(1)   ، فأن h=1أذا كانت , فمثلاً. الفترات الزمنية 

ة واحدة ،  التي ستحدث بعد فترة زمنيyt+1  للمشاهدة tنحصل عليها في الفترة 

  ).1992فاندل ، (وهكذا 

إن قاعدة القرار الشائعة  عند مقارنة النماذج في أدبيات السلاسل الزمنية 

 Kumar and)وقد أشار AIC استخدام معيار معلومات اكاكي

Mujumdar,1990) إلى عيوب نظرية  theoreticalعددية اخرى  و

numericalي اتبما ي معيار  هذا ال في:-  

 Optimal لا يمتلك خاصية الامثلية )AIC ( إن معيار معلومات اكاكي-:أولا

Propertyدالة معيارة بعبارة أخرى انه لا يخفض قيمة المعدل لأي    .  

 بمعنى  Not Consistentغير متسق)AIC( إن قانون معيار معلومات اكاكي: ثانيا

 هذا الاحتمال Wrong Model أطنموذج خر لاختيار إن احتمال ذهاب قاعدة القرا

) لا يذهب إلى  الصفر  حتى أذا اقترب عدد المشاهدات من ما لا نهاية )∞.   

باستخدام تصحيح  ) Chatfield and Faraway ,  1998(  لذلك فقد أوصى

 الذي اقترحهAICcمعنىب (AIC لمعيار معلومات اكاكي Bias-Correctedالتحيز
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)1993 (Brockwell and Davis وذلك بإضافة ، (n-p-2) /(p+2) (p+1) 2 

 (P) بينما للقيم الكبيرة (P)، وهذا يجعله اقل فرقا للقيم الصغيرة ل)AIC(إلى قيمة 

 اكيفانه يتعامل بصرامة اكبر مع المعلمات الإضافية أكثر من معيار معلومات اك

)AIC( . إن معيار)AICc( غير مألوف عند العديد من الإحصائيين ويستحق انتباه 

   .)AIC (أكثر من قبلهم لتجاوز سلبيات معيار

 

 

  :حيث أن 

n : تمثل عدد المشاهدات الفعالةEffective observations  المستخدمة في 

   .النموذجمطابقة 

P :الشبكات العصبية نموذج في ملاءمةال) الأوزان( مات تمثل عدد المعل .  

S : تمثل مجموع مربعات البواقيSum of Squared Residuals أذ إن ، 

 Withinلأمام داخل العينة الى االبواقي تمثل خطا تكهن لخطوة واحدة 

Sample.  

  : ومعماريتهاصطناعية الشبكات العصبية الا-5

Artificial Neural Network and its Architecture   

  :تعريف الشبكة العصبية الاصطناعية ومجالات استخدامها 5-1

Definition of Artificial Neural Network and  its Using Areas  

على أنها نظام حسابي مكون من عدد ) ANN(تعرف الشبكة العصبية الاصطناعية

 رابطة مع بعضهاالمت)Processing Elements(المعالجة) عصبونات(من وحدات
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وتتصف بطبيعتها الديناميكية والمتوازية في معالجة البيانات الداخلة 

  ).;2000Kumar,et al. ,2004ألعبيدي،(إليها

عد الشبكات العصبية من أهم الأساليب التي تستخدم في الكثير من التطبيقات التي   ت

 لاعتماد معظم  وذلكتقليديةق والخوارزميات الائيصعب إيجاد الحلول لها بالطر

الصقال (الشبكات العصبية على أسلوب المحاكاة للواقع الحقيقي لحل هذه المشاكل 

 تكون وسيلة (ANNs) لذا فان الشبكات العصبية الاصطناعية ،)2006وطاهر، 

 Pattern Classification الأنماط فعالة لحل مسائل متنوعة تتضمن تصنيف

) ,20002000Christopher;،ألعبيدي( )(Pattern Recognitionز الأنماطيوتمي

المالية والطب والجيولوجيا والهندسة لمسائل المسائل ويمكن استخدامها أيضا في ، 

وتستخدم .(Andereescu,2004)نظرأ (Clutering)مثل التنبؤ والتصنيف والعنقدة

  .في حقول الكيمياء والهندسة الكيميائية كذلك 

  :عية مكونات الشبكة العصبية الاصطنا5-2

Artificial Neural Network Components 

 يتم من  (ANNs)للشبكات العصبية الاصطناعية) صفات(هناك ثلاث ميزات      

  :)Allende,et al.,1999 ;2000,عيسى(  العصبية وهي ةخلالها وصف الشبك

  ).وهو ما يدعى بالمعمارية(شكل الترابط بين العصبونات  .1

 ،التعلم ،والتي تدعى التدريب(ذه الترابطات الطريقة التي تحدد الأوزان له .2

 ).الخوارزمية

 .نوع دالة التنشيط المستخدمة .3
 

  :الشبكة العصبية الاصطناعية) هيكلية( معمارية 5-3

Artificial Neural Network Architecture (Structure) 

 ترتيب العصبونات في الطبقات أو المستويات ، وشكل الترابطات ضمن إن

ويتم . الشبكة العصبية) هيكلية(لطبقات يدعى بالبنية الهندسية أو معمارية  ا أو بين
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حساب عدد الطبقات في الشبكة بدون حساب طبقة الإدخال أو يمكن معرفتها من 

  .)2000عيسى،( عدد الترابطات بين العصبونات

                          وتصنف الشبكات العصبية الاصطناعية من حيث عدد طبقاتها

  ،طاهرل والصقا; 2000 ,عيسى; 2000ألعبيدي،( نوعين أنظرإلى

2006Moseley,2003; Kumar,et al.,2004; Andreescu, 2004 ;:(  

     

  Single Layer Networksالشبكات وحيدة الطبقة .أ

 (Input Layer)هما طبقة المدخلات ،طبقتين فقط تتكون هذه الشبكات من

 طبقة  منخلةاسيابية الإشارات الدن وتكون ا.(Output Layer)وطبقة المخرجات 

   .Forward Direction طبقة المخرجات باتجاه إمامي إلىالمدخلات 

   Multi Layer Networkالشبكات متعددة الطبقات .ب

التي ( تحتوي هذه الشبكات على طبقة واحدة أو أكثر من الطبقات الوسطية 

 طبقة المدخلات وطبقة لا عنفض )Hidden Layersل الطبقات المخفية مثت

 مسائل أكثر تعقيداً من المسائل  حلوتتميز هذه الشبكات بقدرتها على. المخرجات 

الشبكات ذات الطبقة المفردة بسبب وجود الطبقات الوسطية ي التي يمكن حلها ف

، وعلى التي تعطي مرونة أكثر في بناء الدوال الناقلة بين المدخلات والمخرجات 

لكن التدريب لهذه الشبكات  تدريب هذه الشبكات يستغرق وقتاً أطولن الرغم من ا

 نتعرض لمشكلة لا يمكن حلها إطلاقا باستخدام أن يمكن  إذ. ناجح أكثر من غيره

وتتطلب العديد من المشاكل .شبكة وحيدة الطبقة حتى لو دربت لفترة طويلة

صائص المميزة الخعلما أن ،  الطبقات المطلوب حلها شبكات عصبية متعددة

وتنقسم هذه الشبكات . للمشكلة  هي التي تقرر أي نوع من الشبكات يتم استخدامه

 الشبكات ذات التغذية الأمامية  والشبكات ذات التغذية الخلفية:  نوعين هماإلى

  -) :2000عيسى (وفي الشبكة العصبية ثلاث طبقات من الأوزان هي . )العكسية(
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 Input to Hidden(لإدخال والمستوى المخفيطبقة الوزن بين مستوى ا.1

Weights( .  

  .)Hidden Weights(طبقات الأوزان بين المستويات المخفية .2

 Hidden to Output(طبقة الوزن بين المستوى المخفي ومستوى الإخراج .3

Weights(.    

  

  

  

  

  

  

   موذجيةالنة العصبية الاصطناعية  مخطط يوضح معمارية الشبك:)1(الشكل 

    Artificial  Neural  Networks الاصطناعيةكات العصبيةالشب -6

ة تعتمد  خليةان الإشارة الخارجة من أي  الاصطناعيةفي الشبكة العصبية

  نظر أ)1( كما موضح بالشكلعلى الإشارات الداخلة

 Kumar et al. ,2004; Andreescu,2004;  Ghodsian). ;2000 ،ألعبيدي(
et al.,2003  

  وحدات الادخالات

  وحدات الاخراج

  طبقة الادخال

  الطبقة المخفية

  طبقة الاخراج

1

1

Bias   
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 ،أخر بمعنى   غير تكراريةأووهذه الشبكة تكون عادة غير دورية 

 لعصبية وتستند الشبكة ا . (Christopher,2000)الارتباطات بين العقد غير دورية

، حيث ) متوسط مربع الخطأ ( مفهوم تدريب الشبكة المعتمد على حجم الخطأ الى

 مساهمة الوزن في تكوين الخطأ وتستمر الشبكة تحدث الأوزان بين الطبقات بقدر

 وفيق تأفضل تحققي التى في تحديث الأوزان حتى الحصول على الأوزان المثل

  ) . 2003 ،الناصر والعبيدي (نموذجلل

يجري تعليم الشبكات العصبية بواسطة خوارزميات متخصصة تسمى و

 الشبكة لتحسين  تتولى تعديل أوزانLearning Algorithmsخوارزميات التعلم

 استناداً إلى مقياس معلوم للوصول Signal Error هاأدائها وتقليل إشارة الخطأ في

 النتيجة المثلى لهذه الأوزان التي تمكن الشبكة من تحقيق أفضل نتيجة مطابقة إلى

 ويجري تعديل هذه الأوزان جزئياً في كل دورة  .أو قريبة من النتيجة المطلوبة

.  القرب أو البعد عن القيم الصحيحةمدى على اً ومؤشرأ دليلاًوتؤخذ إشارة الخط

  ). 2000  ،ألعبيدي( الأوزان) تكييف(يوضح المخطط العام لتعديل ) 2( الشكلإن

 خوارزمية الانتشار  ،ومن الخوارزميات المشهورة في التعليم الموجه

تا   وتسمى أيضا بخوارزمية قاعدة دلBack- Propagation) للخطأ(الخلفي 

 التي تمثل الطريقة القياسية في Generalized Delta Rule  )العامة(العمومية 

وهذه الطريقة الشائعة تعمل على .(ANNs)تدريب الشبكة العصبية الاصطناعية

لأنها بكل ((LMS)   الخطأ وهي مربعات المتوسطات الصغرى القياسيةتقليل

 وذلك لإيجاد Gradient Descent    ار التدريجيحد الإنةبساطة عبارة عن طريق

) الإخراج المحسوب من قبل الشبكة القيمة الصغرى لمربع الخطأ الكلي لقيمة

وبالنتيجة نحصل على الأوزان المثلى التي يمكن اعتمادها في التنبؤ لبيانات جديدة 

 وهذا هو الهدف من تدريب الشبكات العصبية ،لم تخضع للتدريب أو التعلم

 الشبكات متعددة الطبقات انظر مهذه الخوارزمية لتعليوتستخدم  .الاصطناعية

 2005Kisi,2005; Andreesc،كسوال ;2000،عيسى ;2000،ألعبيدي(
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,2004;Christopher,2000;( ، كالأتيوتكون الصيغة الرياضية لتعديل الأوزان 

  ) : 2000  ،ألعبيدي(

  

 
Where 

Layer Hiddenfor w)net(f

LayerOutput for )yd)(net(f

ijjj

jjj

∑δ′=δ

−′=δ
                            

                   

  -:نأ إذ

 ρ :ل الزخم   مهي معاMomentum Term.  

∆wji :  مقدار التعديل على وزن الخليتينi,j.    

η  : معامل نسبة التعلمLearning Rate.  

 δ : الفرق بين الإشارة الخارجة والقيمة المطلوبة(معامل تعديل الأوزان.(  

 d :  القيمة المطلوبةDesired Value.   

 y :قيمة الإشارة الخارجة.  

 k : التكرارمؤشر  Iteration Index.   

  

  

  

  

  

∑ ∑
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  المخطط العام لخوارزمية تعديل الأوزان): 2(شكل ال

  :وهنالك خوارزميات مختلفة لتدريب هذه الشبكة منها 

  Back Propagation Algorithm Error   خوارزمية الانتشار الخلفي للخطأ
  

رزمية أيضا بخوارزمية الانتشار الخلفي التزايدي تسمى هذه الخوا

(Online) -Incremental Back Propagation Algorithm إذ أن أوزان ، 

. الشبكة تحدث بعد تقديم كل حالة من مجموعة التدريب بدلا من أن يتم التكرار 

ر ه  بالانتشايلاوهذا أصلا يجدد التغاير للانتشار الخلفي وفي بعض الأحيان يشار 

 تكون ةإن هذه الخوارزمي . Standard Back Propagationالخلفي القياسي 

  .(Alyuda , 2003)الأكثر تفضيلا لمجموعة البيانات الكبيرة أنظر 

 تدريب الشبكة العصبية الاصطناعية باستخدام الانتشار العكسي تتضمن إن

   :) 2003 الناصر والعبيدي ، ; 2000عيسى ، ( تي لآثلاث مراحل هي كا

 Error Forward propagation Step   الانتشار الأمامي للخطأخطوة •

 Error Back propagation Step       الانتشار الخلفي للخطأ خطوة •

 Network Weights Synthetic Step    الشبكة  أوزان توليفخطوة •

   الجانب التطبيقي-7

 مقدمة -1- 7

 نقطة تعد ة عند أيStream flowأن المعلومات المتعلقة بتدفق المجرى 

مهمة وضرورية في التحليل وتصميم مشاريع مصادر المياه المتعددة مثل أنشاء سد                 

Dam construction وعمل الخزان Reservoir operation والسيطرة على 

 )  Wastewater disposal وتنظيم تصريف المياه Flood Control الفيضانات
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Kumar,et al.2004)  . من هنا فأن تطور النماذج التصادفية واستخداماتها

 دورا مهما في هندسة مصادر المياه وبضمنها ادتللظواهر الهيدرولوجية 

 الصحيح للسلسلة النموذج في التكهن بتدفقات النهر ، وأن اختيار ااستخدامه

  modeling processالهيدرولوجية المعينة يعد مظهرا مهما لعملية النمذجة 

(Mujumdar and kumar ,1990)  .  

 المتعددة ومنها التكهن بتدفق النهر فأن       ا نظرا لأهمية دراسة الأنهار بنواحيه    

الهدف الرئيسي للرسالة هو تحليل ومناقشة النمذجة التصادفية للسلسلة الزمنية لنهر           

نمـاذج  ( دجلة عند دخوله مدينة الموصل باستخدام أساليب النمذجـة الاحـصائية            

بيانات سلسلة زمنيـة     لذلك تم استخدام     ونماذج الشبكات العصبية    ) نكنز ج -بوكس

 1995-1950مدينة الموصـل للفتـرة مـن        الى  عن كميات المياه الداخلة شهريا      

 إذ تم استخدام المشاهدات منذ      )انظر الملحق  ( مشاهدة 552بمجموع مشاهدات يبلغ    

ر النماذج وأبقيت الأشهر     لتقدي 1994 ولغاية كانون الأول     1950شهر كانون الثاني    

التـي   لإغراض المقارنة مع التكهنات      1995ألاثني عشر الأخيرة والتي تمثل عام       

 الافتراض الرئيسي لتحليل الـسلاسل الزمنيـة ومطابقـة          إن. يتم الحصول عليها  

 وابـسط  stationary البيانات تكون مـستقرة  أن هو modeling fittingالنمذجة 

تغير نظـامي فـي      (trend لاتحتوي على اتجاه عام      أنها تعريف للسلسلة المستقرة  

وكذلك تغير نظامي في التباين،وقبل تطبيق أي تحليل يجب التحقـق مـن             ) الوسط

-3( يوضح الشكل  ). Nairn-Birch,2008انظر(أولافر الافتراضات المطلوبة    اتو

a(     ك تـشتتا   الرسم البياني لمشاهدات السلسلة الزمنية المستخدمة حيث يتبين بأن هنا

واضحا حول التباين بمعنى وجود نمط التباينات الكبيرة والتباينات الصغيرة للسلسلة           

 مما يؤكد وجود تأثيرات عشوائية واضحة ومؤثرة في هذه السلسلة مما يدل على أن             

 أيضا ووجد    غير مستقر  ين لها تبا  لذا نستنتج بأن السلسلة   التباين ليس ثابتا مع الزمن      

اط الذاتي لاتقترب من الصفر بسرعة كافية وهذا يدل ايضاً على           لارتب معاملات ا  أن
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السلسلة الى سلـسلة مـستقرة      تم تحويل    لذلك   ان السلسلة غير مستقرة في الوسط ،      

باخذ التحويل اللوغاريتمي للسلسلة لغرض تثبيت التباين وتـم اخـذ الفـرق الاول              

ول لسلـسلة التـدفق   للفرق الا) (S=12 للتحويل اللوغاريتمي والفرق الموسمي عند

-3 (الشهري لنهر دجلة لغرض تثبيت متوسط السلسلة خلال الزمن كما في الـشكل   

b(تي الا :  

  

  

  

  

  

  

  

  

لرسم البياني لسلسلة التدفق ا) b(الرسم الزمني لبيانات السلسلة الزمنية ، )a:()3(شكل ال

ولة باستخدام التحويلة الشهري لنهر دجلة بعد إزالة الاتجاه العام والموسم من البيانات المح

  اللوغاريتمية

  

 مع الزمن ،  نسبياً أعلاه أن تباين المشاهدات ثابتٌ)b-3 (نلاحظ من الشكل

ا لغرض تثبيت متوسط السلسلة خلال موإن الاتجاه العام واثر الموسم قد تمت إزالته

C3
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D
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)b( 
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ويمكن أن نلاحظ تحقق الاستقرارية ، الزمن وبذلك أصبحت السلسلة الزمنية مستقرة

تي والذي يقدم معاملات الارتباط الذاتي للسلسلة والتي أيضا من خلال الشكل الا

  . الملائم لهاالنموذجأصبحت جاهزة للتعرف على 

  

دالة الارتباط الذاتي لسلسلة التدفق الشهري لنهر دجلة بعد إجراء التحويل اللوغاريتمي ) : 4(شكل ال

 واخذ الفروق

    النموذجالتعرف على -7-2

والذي يمثل دالة الارتباط ) 4( فأنه ومن خلال الشكل النموذجرف على للتع

والذي يمثل دالة الارتباط ) 5(الذاتي لعينة المشاهدات وكذلك من خلال الشكل 

 الافضل الذي تم اختياره من خلال النموذجفأن . الذاتي الجزئي للسلسلة المستقرة 

 المنضرب النموذججزئي هو اتي والارتباط الذاتي الفحص دالة الارتباط الذ

  .ARMA(1,1)×SARMA(0,1) الموسمي
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دالة الارتباط الذاتي الجزئي لسلسلة التدفق الشهري لنهر دجلة بعد إجراء التحويل ): 5(شكلال

  اللوغاريتمي واخذ الفروق

Final Estimates of Parameters 

Type       Coef  SE Coef       T      P 

AR   1   0.6793   0.0316   21.48  0.000 

MA   1   0.9570   0.0012  794.09  0.000 

SMA  12  0.9116   0.0234   38.91  0.000 

Number of observations:  527 

Residuals:    SS =  50.1007 (backforecasts excluded) 

              MS =  0.0956  DF = 524 
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  ARMA(1,1)×SARMA(0,1) نموذجدالة الارتباط الذاتي لبواقي ) : 6(شكل ال

 النموذج هو ARMA(1.1)×SARMA(0,1) نموذجنستنتج بأن ما تقدم م

 نموذجالملائم للبيانات المتاحة لأنه نجح في اختبار معنوية المعلمات المقدرة لل

 الفحوص بمعنى أخر نجح في اختبار( ار تحليل البواقي ب نجاحه في اختفضلا عن

 هي النموذجوأن قيمة متوسط مربع الخطأ لهذا  ) النموذجالتشخيصية لهذا 

 Root Mean Square وأن قيمة الجذر ألتربيعي لمتوسط مربع الخطأ 0.0956

Error تعرف كالأتي ( Liu,2006):   

309.0)ŷy(
m
1RMSE

m

1t

2
tt =−= ∑

=

 

 بالنسبة لأشهر عام  الذي ثبتت ملاءمته للبيانات المتاحةنموذج تم أيجاد التكهن لل

  :قيم التكهن مقارنة بالقيم الاصلية والشكل الأتي يوضح 1995
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   المقترحالنموذجمقارنة بين قيم التكهن اعتمادا على ):7(شكل ال

  1995مع القيم الحقيقية لاشهر عام ) ARMA(1,1)×SARMA(0,1) نموذج(

 فترة زمنية )12(ـلإمام لالى اأن الشكل أعلاه يمثل التكهن لخطوة واحدة 

ونلاحظ من خلال الرسم بأن قيم التكهنات تسلك سلوك قيم السلسلة . مستقبلية

بمعنى أخر أن التكهنات تقارب قيم السلسلة الأصلية  ( 1995الأصلية نفسه لعام 

 المنضرب الموسمي النموذجلذا يعد ) . 1995لاشهر سنة 

ARMA(1,1)×SARMA(0,1) على الرغم من  ملائما للبيانات المتاحة نموذج

 أوضحا أنه يوجد هدفان في عملية النمذجة (Mujumdar and kumar,1990)أن 

مام ، لاالى ا لتمثيل البيانات ، والثاني التكهن لخطوة واحدة نموذجالأول هو اختيار 

  .وأن أفضل النماذج لهذين الهدفين غالبا ليست نفسها

ن بالسلسلة الزمنية استخدام الشبكات العصبية الاصطناعية في التكه-7-3

    مياه نهر دجلة  لتدفق

إن خطة التكهن للسلسلة الزمنية لتدفق مياه نهر دجلة الداخلة إلى مدينة 

  :تتكون من ثلاثة متطلبات هياعتمادا على الشبكات العصبية الموصل 

   تحديد عدد المدخلات الضرورية لمتكهن الشبكة العصبية-1

الذاتي الجزئي للتحويل أللوغاريتمي دالة الارتباط ) a-8(يوضح الشكل 

 ارتباطاً) 13(ويتضح من هذا الشكل وجود ) قبل اخذ الفرق(لسلسلة تدفق نهر دجلة 
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أصبح عدد معاملات ) b-8( ، وبعد اخذ الفرق الذي يمثله الشكل  معنوياً جزئياًذاتياً

ت  على ذلك فان عدد المدخلا، وبناء) 14(الارتباط الذاتي الجزئي المعنوية 

     (Lin et al. ,1995) انظر  ،ادخالا) 13(الضرورية لمتكهن الشبكة العصبية 

                      

  

  

  

  

  

  

  

قبل اخذ (تحويل أللوغاريتمي  اجراء ال للسلسلة الزمنية بعددالة الارتباط الذاتي الجزئي) a (:)8(الشكل

بعد اجراء التحويل أللوغاريتمي واخذ ية للسلسلة الزمن دالة الارتباط الذاتي الجزئي )b (  ،)الفرق

 )بعد اخذ الفرق(الفروقات

 تحديد عدد العصبونات في الطبقة المخفية -2

 في تحديد Baum-Hausslerوالمعروفة بقاعدة  يةتباستخدام المعادلة الا

  :تي على وفق القانون الاوعدد العصبونات في الطبقة المخفية 

 

 وعدد 0.01 كي يكون موح به لقد تم تثبيت مقدار الخطا المس

  13  وعدد نقاط البيانات لكل مثال تدريب =10000مرات التدريب 

  

)a( 

  

)b( 
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 لمذكورة انفا وبتطبيق المعادلة ا=1 وعدد عصبونات الاخراج =

  :نجد أن

  

  

، إذ تمثل 7ة هي اقل او تساوي لذا فان عدد العصبونات في الطبقة المخفي

 الحد الاعلى لعدد العصبونات في الطبقة المخفية وهذا العدد يكافى نصف مجموع 7

إن البيانات  .  (Andreescu,2004)عدد وحدات الادخال والاخراج أنظر

  وباستخدام النظام الجاهزمشاهدة) 552(المستخدمة في هذه الدراسة يبلغ عددها 

Alyuda من المشاهدات كمجموعة التدريب  ) 68.3 (%َّعدTraining Test 

 َّ ، بينما عدValidation Setمن المشاهدات كمجموعة شرعية ) 15.85(%و

لقد تم استخدام دالة  . Test- Setمن المشاهدات كمجموعة أختبار) 15.85(%

تم تدريب الشبكات .  في الطبقة المخفية وطبقة الاخراج Logisticsالتنشيط 

 Batch Back Propagation) الدفع( الرزم الخلفيخوارزمية الانتشار باستخدام 

Algorithm تكرار وعدد مرات اعادة ) 1000( وكان عدد التكرارات

باستخدام عدة عصبونات مخفية لاختيار و  Number of Retrains=1التدريب

 وذلك من اجل الحصول على افضل معمارية للشبكة 2-7أفضلها وكان عددها بين 

  :ادناه) 1(عصبية والنتائج موضحة في الجدول ال
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  النتائج الاحصائية لمعمارية عدة شبكات عصبية) : 1(جدول ال

  

  

مـن   [1-2-13]من الجدول أعلاه نلاحظ بان أفضل معمارية للشبكة العصبية هي           

نلاحظ  أيضا بان    و بين المعماريات الاخرى وذلك حسب المعيار الإحصائي        

 مع  المعادلـة     تطابق وذلك ي  ا وزن 31ساوي  ي [1-2-13]       عدد الأوزان للشبكة  

  : (Chatfield and Faraway,1998)تية الا

  

  

Corrected 
Akaike's 

Criterion 
( )CAIC  

Akaike's 
Criterion 
( )AIC 

  خطا التدريب

Train error 

معكوس خطا   

  الاختبار

Inverse Test 
error  

  المطابقة

Fitness 

 عدد الاوزان

# of 
Wieghts  

معمارية 

  الشبكة

Architectu
re 

4.253921 0.004425 560.900696  455.516907 0.002195 31 [13-2-1] 

9.364841 0.003846 567.296997 459.574646 0.002176 46 [13-3-1] 

16.731464 0.003413 572.195251 463.538086 0.002157 61 [13-4-1] 

26.578296 0.003075 575.733337 467.391388 0.00214 76 [13-5-1] 

39.160696 0.002802 578.415344 470.547241 0.002125 91 [13-6-1] 

54.770126 0.002354 644.230469 506.038605 0.001976 106 [13-7-1] 
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  : حيث إن 

  ) .  عدا الحد الثابت ما(تمثل عدد متغيرات الإدخال : 

.                                             تمثل عدد العصبونات أو عدد الوحدات في الطبقة المخفية :

 الشبكة نموذجوتساوي عدد الترابطات في ) الأوزان ( تمثل عدد المعلمات : 

  .العصبية 

م وحدة إدخال الثابت المرتبطة مع عصبوني الطبقة المخفية ومع إن تقدي

عصبون  الإخراج يجنبنا ضرورة تقديم منفصل لما يطلق عليه علماء الحاسوب 

 لكل وحدة Intercept Term ولما يسميه الاحصائيون حد المقطع Biasالتحيز 

موعة  من مجوان التحيزات أساسا تصبح فقط جزءاً) . لكل عصبون ( معالجة 

 Chatfield and(         كما مبين في أدناه انظر) النموذجمعلمات (الأوزان 

Faraway,1998 . (  

  

  

  

  

  
  

  ية لتكهن السلسلة الزمنية بطبقة مخفية واحدةالنموذجمعمارية الشبكة العصبية ): 9(شكل ال

  

  

ز تحيتمثل وحدة ال
بالنسبة لوحدات 
الطبقة المخفية 

وآذلك لوحدة طبقة 

y   

  التكهن

 

logistic

  طبقة الاخراج

logistic  

طبقة الادخال  طبقة المخفية

Xt-1

Xt-2

Xt-n

1

logistic
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 بناء متكهن الشبكة العصبية  -3

الى التكهن لخطوة واحدة (بية لأجل الحصول على قيم متكهن الشبكة العص

 التي [1-2-13] تم تدريب واختبار الشبكة الأفضل وهي 1995لاشهر عام )لامام ا

الانتشار الخلفي  ةت افضل شبكة من بين الشبكات الاخرى باستخدام خوارزميَّعد

 Incremental Back Propagation  algorithm (Online) التزايدي

يضا تثبيت معلمات التدريب التي تمثل نسبة في هذه الخوارزمية  أحيث تم 

 Momentum Constant =0.9 وثابت الزخم Learning Rate=0.9التعلم 

 عدد مرات إعادة التدريب فضلا عن Iterations =10000وعدد التكرارات 

Number of Retrains =2 وبعد تدريب الشبكة بالاعتماد على المعلمات تم 

  :تيةالحصول على النتائج الا

  

  

  

  

  

  

  

  

  باستخدام خوارزمية الانتشار الخلفي التزايدي[13,2,1]رسومات تدريب الشبكة ) : 10(شكل ال
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 بان مجموعة الشرعية سلكت نفس سلوك المذكورة انفايتبين من الشكل 

اما شكل . مجموعة التدريب وأن الخطأ المطلق لمجموعة التدريب كان الاقل 

يأخذ بالتناقص مع زيادة عدد مرات التكرار منحني الخطا المطلق للشبكة فانه 

تحسين الخطأ  يسرع ويحسن من قدرة الشبكة العصبية على التكهن وانه مفيد 

 فضلا عن Not Improvedلاكتشاف الحالة عندما تكون الشبكة غير محسنة 

   . (Alyuda , 2003)التدريب غير المجدي 

ل أيضا إلى قيم ومن خلال تدريب واختبار الشبكة العصبية تم التوص

، التكهن وحساب المعلمات الإحصائية لغرض المقارنة مع الطريقة الاحصائية 

ادناه يظهر رسم السلسلة الزمنية مع التكهن لاشهر عام ) 11(والشكل 

  :المستحصل عليها من خلال خوارزمية الانتشار الخلفي التزايدي1995

  

  

  

  

  

  

باستخدام الشبكة  1995يم التكهن للمستقبل لعام رسم السلسلة الزمنية بضمنها ق): 11(شكل ال

  [1-2-13]العصبية 
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 المقارنة بين نتائج الطريقـة الإحـصائية  وطريقـة الـشبكات العـصبية               -4 

  الاصطناعية

لغرض المقارنة بين الاسلوبين المستخدمين ، وهما الأسلوب الكلاسيكي 

لاصطناعية من خلال  جنكنز واسلوب الشبكات العصبية ا–المتمثل بأسلوب بوكس 

 التزايدي ، فقد تم الاعتماد على المعايير الإحصائية  الخلفيخوارزمية الانتشار

  :  وكما مبين في الجدول التالي RMSE,MSEالاتية في المقارنة وهي 

 جنكنز مع اسلوب الشبكات العصبية -المقارنة إحصائيا بين اسلوب بوكس) 2(جدول ال

  الاصطناعية

الشبكة العصبية 

 [1-2-13]الاصطناعية 
   جنكنز–بوكس 

Online Back 
Propagation Alg. 

SARMA(0,1)ARMA(1,1)× 

  الإحصائيةالمعايير 

1.27034 0.309 RMSE 

1.61376 0.0956  MSE 

  

 جنكنز متفوق علـى     - بوكس نموذجوكما هو واضح من الجدول اعلاه نجد ان            

ويبين  ) ة الانتشار الخلفي التزايدي   خوارزمي(ذج الشبكات العصبية الاصطناعية   نمو

 الشبكة العـصبية الاصـطناعية  مـع         نموذجمقارنة بين قيم تكهنات     ) 12(الشكل  

 جنكنز هـو    - جنكنز ، ويتضح من الشكل ان منحنى بوكس        - بوكس نموذجتكهنات  

  : في قيم التكهن وكالاتي  اداءالافضل
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خوارزمية الانتشار (  لعصبية الاصطناعية الشبكة انموذجمقارنة بين قيم تكهنات ): 12(شكلال

   جنكنز- بوكسنموذجمع تكهنات ) الخلفي التزايدي

  :الاستنتاجات

 ا نموذجARMA(1,1)×SARMA(0,1) المنضرب الموسمي النموذج يعد -1

ل  مدينة الموصإلى لتمثيل سلسلة بيانات التدفق الشهري لمياه نهر دجلة الداخلة اجيد

 الإحصائية الفحوص التشخيصية ، كذلك قدم هذا النموذج اقل قيم للمعايير لاجتيازه

  : إذ كانت [1-2-13]المستخدمة لحساب خطا التكهن مقارنة بالشبكة العصبية 

 

NN[13-2-1]                         :   MSE=1.61376 , RMSE=1.2703 

ة ، إذ سلكت التكهنات سلوك قيم السلسلة الأصلية  تكهنات جيدالنموذجقدم هذا حيث 

 تقارب قيم السلسلة النموذج وكذلك فان قيم تكهنات هذا 1995 عام لأشهرنفسه 

 تكهنات الشبكة أظهرته مما أفضلوهي بصورة عامة  1995 عام لأشهرالأصلية 

  . [1-2-13]العصبية 
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 [1-2-13]بالمعمارية ) (ي الخلفشبكة الانتشار( الاصطناعيةتعد الشبكة العصبية -2

لتمثيل السلسلة الزمنية  الأخرى شبكة عصبية من بين الشبكات العصبية أفضل

 مدينة الموصل وذلك بالاعتماد على إلىللتدفق الشهري لمياه نهر دجلة الداخلة 

   .)AICc(معيار 

ات العصبية  الشبكنموذجإن الوحدات المخفية الإضافية تزيد عدد المعلمات في  -3

 التنبؤات خارج إفسادوهذا قد يقود الى تحسين في المطابقة لكن ربما يقود الى 

  .العينة

 Brockwell الذي اقترحه )AICc( لوحظ إن معيار معلومات اكاكي المصحح -4

and Davis (1993) الملائم وكان ذلـك  النموذج في اختيار أفضل إمكانية قدم  

ف بين نتائجه للنماذج المختلفة ، في حـين لـوحظ أن نتـائج              واضحا في الاختلا  

 متقاربة من بعضها على الرغم من اختلاف عـدد          )AIC(معيار معلومات اكاكي  

 الملائم تعتمـد علـى خبـرة الباحـث     النموذجالمعلمات مما يجعل عملية اختيار     

  .آخر إلىوقناعاته وهذه المسالة تختلف من باحث 

  :التوصيات

استخدام نماذج شبكات عصبية أخرى في عملية المقارنة مـع نمـاذج بـوكس              -1

 الماضـي   بأحداثجنكنز مثل الشبكات العصبية التكرارية  التي تتميز باحتفاظها          

 ملاءمـة واستخدامها في الحسابات الحالية وهذه الميزة تجعل من هـذه الـشبكة             

  .للظواهر التي تتصف بوجود التغذية العكسية في سلوكها

 في عمليـة المقارنـة بـين        )AICc(استخدام معيار معلومات اكاكي المصحح      -2

الذي يفتقد خاصية )AIC( النماذج لاختيار أفضلها بدلا من معيار معلومات اكاكي 

 .الامثلية

عدم التسرع في أطلاق الأحكام حول أفضلية الأساليب الجديدة للـتكهن علـى             -3

 . جنكنز ما لم تكن هنالك  دراسة متأنية أسلوب بوكس
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]32[ ...تحليل ونمذجة السلسلة الزمنية لتدفق المياهـــــــــــــــــــــــــــــــــــــــــــــــــــــــــ    

مدينة الموصـل   الى  بيانات السلسلة الزمنية للتدفق الشهري لمياه نهر دجلة الداخلة          :الملحق

1950-1995.  

 JAN FEP MAR APR MAY JUN JUL AUG SEP OCT NOV DES  سنة

1950 1082 2516 4393 5910 4607 2351 1130 629 438 474 814 825 
1951 1945 2685 6187 9098 6589 3214 1369 720 531 552 695 1128 
1952 1187 1108 1853 2483 2759 899 504 399 311 364 490 1736 
1953 1484 2564 3509 4121 3777 2356 994 479 420 479 570 763 
1954 798 1572 4901 2825 6053 2556 1173 696 565 549 682 913 
1955 1588 1483 3107 3707 2839 1664 825 485 397 402 435 932 
1956 1248 798 2095 4044 3321 1490 643 418 350 434 480 489 
1957 1371 1212 2526 4588 3723 1192 528 346 288 287 415 514 
1958 804 898 1219 2644 2866 1016 471 289 254 313 670 1907 
1959 1195 2039 3348 3318 2973 1255 565 348 298 402 459 1926 
1960 2786 3097 3134 8761 8973 4380 1754 884 643 1050 1151 1154 
1961 905 1841 5812 4380 3777 2053 846 544 428 1050 1151 1154 
1962 820 1790 2946 4251 3696 1778 691 348 303 1002 933 1811 
1963 3643 3218 2547 4251 3616 1719 795 407 342 603 630 1288 
1964 1765 1710 4259 6324 8758 2929 1117 552 469 568 1742 3294 
1965 3080 2390 6428 7413 6000 2722 1007 568 456 512 858 4446 
1966 4741 2830 8678 7983 8142 2722 1149 694 596 793 806 1026 
1967 1270 2342 2786 3084 1658 933 707 557 505 637 754 1122 
1968 905 905 1963 4640 2531 1060 541 426 391 554 541 913 
1969 651 1205 2349 4977 7955 2618 1015 688 552 498 664 597 
1970 544 694 1591 2219 2413 1239 589 351 311 423 599 729 
1971 734 734 721 4312 4692 2469 1104 536 351 350 367 503 
1972 731 718 1468 2204 3784 3375 1304 554 356 327 367 511 
1973 820 2151 2414 2895 9056 6750 1989 1149 635 513 870 1058 
1974 1511 1042 1444 2555 3779 3396 1327 635 394 298 404 451 
1975 1256 1778 4548 4189 4202 3787 1897 836 466 378 421 443 
1976 1007 2065 1517 2020 2932 2502 1317 576 386 345 868 1312 
1977 1543 1412 1706 3785 6579 3943 1506 771 573 513 562 689 
1978 1205 1738 2393 3750 3722 3557 2035 865 469 394 426 837 
1979 1074 1663 1817 2274 5752 5847 2227 873 517 391 662 648 
1980 579 704 927 2590 3056 3367 1348 600 442 391 512 2224 
1981 1765 860 1386 2400 2859 2408 1387 675 362 306 410 832 
1982 761 940 1955 2836 6032 3458 1301 429 340 293 335 381 
1983 587 991 1466 1604 2271 1963 910 439 249 223 410 1014 
1984 865 1832 2714 4055 5378 4944 1903 771 351 298 627 1591 
1985 4462 2936 3191 6053 8818 7234 3173 1334 637 438 686 980 
1986 1176 742 602 1545 1423 962 381 196 161 171 375 1623 
1987 2831 1154 2487 2231 3590 2917 1350 520 297 264 319 570 
1988 533 469 975 3747 2786 1812 638 206 158 166 354 718 
1989 1189 1085 2315 3024 5249 4808 2392 929 479 311 308 664 
1990 1487 1374 1689 3069 6060 8732 3087 1037 380 312 442 933 
1991 916 1390 1686 2619 4435 2759 995 429 225 215 421 1498 
1992 2196 2510 2535 3546 5884 4717 1996 712 386 332 404 767 
1993 554 1138 1536 3238 5111 3292 1058 571 356 324 442 435 
1994 1551 1299 1200 1789 4751 3736 1519 579 287 254 530 661 
1995 884 1439 2397 4730 2938 1231 549 348 285 348 381 522 

  


